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บทคัดยอ

งานวิจัยนี้พิจารณาปญหาการเรียนรูแบบจำลองเชิงกราฟของขอมูลอนุกรมเวลาหลายอนุกรมเวลา ที่แตละ
อนุกรมเวลานั้นมาจากระบบที่ตางกันไป สำหรับปญหาการหาแบบจำลองเชิงกราฟสำหรับขอมูลอนุกรมเวลา
เดี่ยวนั้น สามารถแสดงใหเห็นไดวา อยูในรูปแบบปญหาแลซโซเชิงกราฟโดยที่มีตัวแปรเปนพารามิเตอรใน
แบบจำลองเคลื่อนที่อัตตะถดถอยตนเอง ในงานวิจัยนี้ เราจึงพัฒนาปญหาดังกลาวไปสูการประมาณหลาย
แบบจำลองเชิงกราฟโดยใชรูปแบบปญหาแลซโซเชิงกราฟเชื่อมโยง ที่มีหลักการคือ แบบจำลองเชิงกราฟหลาย
แบบจำลองนั้นควรจะมีรูปแบบของเสนเชื่อมบางสวนที่เหมือนกัน และในขณะเดียวกันบางสวนของเสนเชื่อม
ก็ควรจะตางกัน รูปแบบปญหาการประมาณที่ไดนั้นจะอยูในรูปของปญหาการหาคาสูงสุดของฟงกชันลอกเปน
ไปไดบวกกับฟงกชันลงโทษแบบนอรม-1 ซึ่งเปนปญหาคอนเวกซ ปญหาที่นำเสนอขึ้นนั้นสามารถนำไปประยุกต
กับการหาเครือชายเชื่อมโยงการทำงานของสมองได โดยเราตองการหาเครือขายดังกลาวสำหรับกลุมคนไข
สองกลุม อันไดแก คนไขปกติ และคนไขที่มีโรคที่เกี่ยวกับการผิดปกติทางสมอง เรามีสมมติฐานวาเครือขาย
การทำงานสมองของสองกลุมคนไขควรจะมีบางสวนที่เหมือนกัน และก็มีบางสวนที่ตางกันอันเกิดจากสภาวะ
ผิดปกติในสมอง ในงานวิจัยนี้จะพัฒนาขั้นตอนวิธีที่มีประสิทธิภาพสำหรับการแกปญหาการประมาณแบบจำลอง
เชิงกราฟขนาดใหญ และแสดงใหเห็นถึงประสิทธิผลของวิธีที่นำเสนอขึ้นผานทางการทดลองบนขอมูลที่สังเคราะห
ขึ้นและขอมูลเอฟเอ็มอารไอ ที่ไดจากการทดลองจริง

คำสำคัญ: แบบจำลองเชิงกราฟ ขอมูลอนุกรมเวลา ปญหาแลซโซเชิงกราฟ เอฟเอ็มอารไอ
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Abstract

This work considers a problem of learning multiple graphical models for a group of time series,
each of which belongs to a certain class. The problem of estimating a single graphical model
of time series can be formulated as a graphical lasso problem whose variables are coefficient
matrices in AR or ARMA processes. In this work, we propose a fused graphical lasso
framework for estimating multiple graphical models that share a pattern of partial nonzero
edges, while also allows other nonzero edges of each graphical model to be distinct. The
estimation formulation takes the form of maximizing a loglikehood function with an ℓ1-type
penalty function, which is a convex problem. The proposed method can be applied to a modeling
of brain networks using fMRI data, where we wish to estimate brain function connectivities
for several groups of patients, e.g., normal patients and patients with brain disorder. The
two brain networks are expected to share some common characteristics but also partially
distinct due to patient’s conditions. We will develop an efficient algorithm for solving the
estimation problem in large scale and demonstrate the efficiency and effectiveness of the
proposed method on randomly generated and fMRI data sets.

Keywords: graphical models, time series, graphical lasso, fMRI
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1 บทนำ
โครงงานวิจัยนี้จะศึกษา การหาแบบจำลอง หรือการหาเอกลักษณของระบบ (system identification) สำหรับ
ระบบพลวัตการทำงานของสมอง โดยใชขอมูลที่เกี่ยวของกับสัญญาณทางสมองของมนุษยเชน ขอมูลอนุกรม
เวลาที่วัดจากเทคนิค fMRI (functional magnetic resonance imaging) หรือที่เรียกกันวา fMRI time se-
ries เปนที่ทราบกันดีวา ระดับความเขมจากภาพแสกน fMRI ณ จุดหนึ่งๆ นั้นจะแปรผันกับระดับความเขม
ขนของออกซิเจนในเลือดที่อยูในบริเวณนั้นของสมอง ดังนั้น สัญญาณ fMRI ที่นำมาศึกษานั้นจึงเปนตัวบงชี้
วา ณ เวลาหนึ่งๆ สมองมีการถูกกระตุนและมีกิจกรรม (functional activity) เกิดขึ้นในบริเวณตางๆ มีการก
ระจายตัวมากนอยเพียงใด จากตัวอยางในรูปที่ 1 แบบจำลองพลวัตของการทำงานของสมอง (ซึ่งแทนดวย

รูปที่ 1: ตัวอยางของสัญญาณ fMRI ที่วัดจาก 4 จุดในสมอง ซึ่งแทนดวยตัวแปร y1, y2, y3, y4. ในกรณี
ทั่วไป เราจะสมมติให m เปนจำนวน voxels ของสัญญาณที่วัดได และพิจารณา y(t) = (y1(t), . . . , ym(t)

วาเปนอนุกรมเวลาหลายตัวแปร

ตัวแปร y(t)) จึงมีประโยชนโดยตรงสำหรับผูเชี่ยวชาญทางดานสมอง (neuroscientists) เพื่อที่จะไดเขาใจ
ระบบการทำงานที่ซับซอน และนำไปเชื่อมโยงกับการศึกษาและวิเคราะหบุคคลภายใตสภาวะที่ตางๆ กันได
อีกดวย เชน การแยกแยะคนไขที่มีสภาวะไมปกติ เชน ซึมเศรา จิตเภท (schizophrenia) อัลไซเมอร หรือ
โรคพารกินสัน ออกจากคนไขที่มีสุขภาพปกติ โดยสมมติฐานที่สำคัญคือ คนที่เปนโรคดังกลาวนั้นจะมีสภาวะ
ของสมองที่ผิดปกติไป [CRT+09, HLS+10, RPSTMM13, dSCS+11]

ตัวอยางแบบจำลองที่ใชบรรยายพลวัตของกิจกรรมการทำงานในสมอง เชน แบบจำลองสมการอนุพันธ
ไมเชิงเสน (nonlinear differential equations) ซึ่งรูจักกันในนามวาแบบจำลองเหตุและผลแบบพลวัต (dy-
namic causal modeling-DCM) แบบจำลองปริภูมิสถานะ [RSCM11] แบบจำลองอัตตะถดถอยหลาย
ตัวแปร (multivariate autoregressive models) หรือแบบจำลองสมการโครงสราง (structural equa-
tion modeling หรือ SEM)[GCR11, CGS+11] เปนตัวอยางแบบจำลองพลวัตที่ไดรับความสนใจในปจจุบัน
นี้ ซึ่งแบบจำลองที่กลาวมานั้น สามารถดูไดจากบทความสรุปงานวิจัยที่ผานมาใน [SR12]

ภาพแกนสมองดวยวิธี fMRI นั้น จะมีความละเอียดเชิงพื้นที่ (spatial resolution) คอนขางสูง (ขึ้น
กับคาความเขมของสนามแมเหล็กในเครื่องวัด fMRI) เมื่อเทียบกับความละเอียดเชิงเวลา (temporal res-
olution) กลาวคือ ภาพสแกนหนึ่งๆ จะมีขอมูลอยูเปนหลัก 10,000-100,100 voxels (หนวยจุดๆ หนึ่ง
ในปริมาตรสมอง) และภาพสแกนเหลานี้จะเก็บไดประมาณหลักรอยในทางเวลา นั่นหมายความวา จำนวน
ตัวแปรในแบบจำลองที่ตองการหานั้น (ซึ่งจะแปรผันตรงกับ m) มีมากเมื่อเทียบกับจำนวนชุดขอมูลที่ใชใน
การประมาณ สิ่งนี้จะกอใหเกิดปญหาในการขั้นตอนการประมาณแบบจำลอง ที่เรียกวาปญหา overfitting
กลาวคือเมื่อประมาณดวยแบบจำลองซับซอนแลว แบบจำลองพยายามจะเรียนรูพลวัตของสัญญาณรบกวน
ที่อยูในขอมูลที่วัดได แทนที่จะเรียนรูพลวัตของระบบที่แทจริง ดวยเหตุนี้ แบบจำลองที่เราสนใจจะมีโครงสราง
ที่ไมซับซอน กลาวคือ เรามุงหาแบบจำลองที่มีจำนวนพารามิเตอรในแบบจำลองมีไมมากนัก (parsimonous
models) แตยังสามารถอธิบายพลวัตของระบบสมองไดดีระดับหนึ่ง การใชแนวทางดังกลาว มีขอดีคือ 1)
ในขั้นตอนการหาพารามิเตอรของแบบจำลองจะสามารถหลีกเลี่ยงปญหา overfitting ได และ 2) โครงสราง
ของแบบจำลองที่ไมซับซอนนั้น จะชวยแสดงถึงความสัมพันธที่เดนชัดของกลุมตัวแปรในระบบ ไดดีกวาการ
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ใชแบบจำลองที่ซับซอน ขอดีหลัง จะเปนจุดสำคัญที่งานวิจัยในปจจุบันไดใหความสนใจ ยกตัวอยาง เชน
การสนใจวา กิจกรรมในสมองสวน A จะมีความสัมพันธกับกิจกรรมในสมองสวน B อยางไร ซึ่งหัวขอนี้
เรียกวาการหาแบบจำลองเหตุและผล (causal modeling) หรือ การหาเครือขายเชื่อมโยงของสมอง (brain
connectivity network) ซึ่งจะเปนจุดประสงคหลักของโครงงานวิจัยนี้

รูปที่ 2: ตัวอยางแบบจำลองเชิงกราฟเพื่ออธิบายโครงสรางรูปแบบการเชื่อมโยงของสมอง [PLS13]

เครือขายเชื่อมโยงของสมอง คือการอธิบายปฏิสัมพันธของสมองในแตละสวนผานจากขอมูล fMRI และ
แสดงผลลัพธความสัมพันธนั้นในรูปแบบแบบจำลองเชิงกราฟ (graphical model) ในกราฟหนึ่งๆ ตามรูป
2 นั้นจะประกอบไปดวยเซตของโหนดซึ่งแทนตัวแปรในระบบ และเซตของเสนเชื่อม (edges) ซึ่งเสนเชื่อม
ระหวางโหนด i และโหนด j จะอธิบายวาตัวแปร i และตัวแปร j มีความสัมพันธกัน สำหรับเครือขาย
สมองนั้น เรามักจะแทนโหนดหนึ่งๆ ดวยสวนของสมองที่สนใจ (regions of interest หรือ ROI) และ
สำหรับการที่แตละสวนของสมองมีการทำงานสัมพันธกันหรือไมนั้น มีการใชนิยามทางคณิตศาสตรและทาง
สถิติที่แตกตางกันไป ในงานวิจัยนี้เราจะเลือกการใชเหตุและผลแบบเกรนเจอร (Granger causality) โดย
มีหลักการคือ ถาหากสัญญาณจากตัวแปร i มีผลตอสัญญาณจากตัวแปร j แลวนั้น การทำนายตัวแปร
j ที่ใชตัวแปร i ดวยนั้นยอมทำใหผลการทำนายมีความแปรปรวนที่ต่ำลง [Lüt05] ในการอธิบายความ
สัมพันธของสมองดวยนิยามดังกลาวนั้น สามารถดูทบทวนงานดานการหาเครือขายเชื่อมโยงของสมอง ได
จากบทความวิจัยสรุปเชน [RHH+10, SMSK+11, VSRDF11, Smi12] และสำหรับงานที่ไดพิจารณาขอมูล
fMRI วาเปนสัญญาณทางเวลาดวย และไดใชหลักการเชนเหตุและผลแบบเกรนเจอร [VSBSVH+06, DLJ+09,
TBS+12] กลาวคือ ถาหากเราใชแบบจำลองอัตตะถดถอยตนเองหลายตัวแปร อันดับ p (multivariate au-
toregressive models):

y(t) = A1y(t− 1) +A2y(t− 2) + · · ·+Apy(t− p) + u(t) (1)

ที่มีเมทริกซสัมประสิทธเปน A1, A2, . . . , Ap และ Ak ∈ Rn×n แลวนั้น จะไดวา สมองสวน j ไมไดสงผลก
ระทบตอสวน i ถาหาก

(Ak)ij = 0 (2)
สำหรับ k = 1, 2, . . . , p ดังนั้น จะเห็นไดวา ปญหาการหาแบบจำลองพลวัตของการทำงานสมอง เพื่อ
ที่จะนำไปอธิบายความสัมพันธของสมองแตละสวนในรูปเครือขายเชื่อมโยงนั้น จะเกี่ยวของกับเงื่อนไขความ
เปนศูนยในฟงกชันของพารามิเตอร ในแบบจำลอง ดังนั้น ในปญหาการประมาณแบบจำลองซึ่งมักจะอยูใน
รูปปญหาการหาคาเหมาะสุด (optimization problems) นั้น จึงอยูในรูปปญหาที่มีผลตอบมีคาเปนศูนยอยู
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จำนวนมาก ปญหาในประเภทนี้ เราเรียกวา การหาเอกลักษณของระบบแบบเบาบาง (sparse system
identification) หรือปญหาการหาคาเหมาะสุดแบบเบาบาง (sparse optimization) สำหรับตัวอยางปญหา
งานวิจัยเหลานี้สามารถดูไดจากตัวอยางใน [Son13a, PLS13, Son13b]

ในงาน [Son13a] ไดมีการนำเสนอปญหาการประมาณแบบจำลอง AR ที่มีเมทริกซสัมประสิทธิ์มีคา
ศูนยเปนจำนวนมาก และอานรูปแบบศูนยของเมทริกซเหลานั้น เพื่อนำไปสรุปเปนโครงสรางความสัมพันธ
แบบเกรนเจอรของกลุมตัวแปรในอนุกรมเวลา (Granger graphical model of time series) รูปแบบปญหา
ดังกลาวคือ ปญหาการหาคาต่ำสุดกำลังสอง (linear least squares) บวกกับเทอมที่ทำใหเปนปกติ (reg-
ularization) เพื่อบังคับใหผลตอบนั้นมีคาเปนศูนยเปนจำนวนมาก ปญหาที่กลาวนั้นสามารถบรรยายไดเปน

min
A

1
2∥Y −AH∥22 + λ

∑
i̸=j

∥[(A1)ij (A2)ij · · · (Ap)ij ]∥2 (3)

ที่มีตัวแปรเปน A = (A1, . . . , Ap), and Ak ∈ Rq×q , k = 1, . . . , p เมทริกซ Y และ H ประกอบไปดวย
ขอมูล y(t) ที่เวลาตางๆ กัน ปญหาดังกลาวเปนกรณีเฉพาะของปญหาในรูปทั่วไป ที่มีรูปแบบเปน

minimize
x

f(x) + λ∥x∥1 (4)

โดยที่ x ∈ Rn จะเปนตัวแปรที่ตองการหา และบงบอกถึงพารามิเตอรของแบบจำลอง f จะเปนฟงกชันที่
บงชี้ความคลาดเคลื่อนระหวางสัญญาณออกจากแบบจำลองกับขอมูลจริง และเทอม ∥x∥1 จะเปนฟงกชัน
ลงโทษที่จะทำใหผลตอบของปญหามีคาเปนศูนยเปนจำนวนมาก ซึ่งรูปแบบของศูนยใน x จะ สะทอนถึง
โครงสรางความสัมพันธระหวางตัวแปรในระบบของแบบจำลองที่หาได สวน λ ที่เปนคาสเกลารบวก จะ
เปนคาที่เราเลือก เพื่อจะชั่งน้ำหนักวา จะใหความสำคัญกับความคลาดเคลื่อนของแบบจำลอง หรือลักษณะ
ของผลตอบที่อยากใหเปนศูนย มากกวากัน ในปญหารูปทั่วไป (4) ที่เราจะเรียกวาปญหาการหาคาเหมาะ
สุดแบบเบาบางนั้น (sparse optimization) มีงานวิจัยในดานนี้พบไดใน ตัวอยางเชน [HNK08, LALR09,
ABVN11, RM11, Son13a, PLS13, SV10, ALW13] การแกปญหาในรูป (4) เปนที่รูจักกันในอีกนามวา
ปญหาการหาคาต่ำสุดแบบ ℓ1 หรือปญหาแลซโซ (lasso) เมื่อ f เปนฟงกชันกำลังสอง [HTF09, §3] ซึ่ง
ความยากของปญหาคือการใชเทคนิคการหาคาต่ำสุดเพื่อแกปญหา (4) ที่มีขนาดใหญ ดังที่พบในงานประยุกต
ดานขอมูลทางชีวภาพ เชน ขอมูล fMRI เนื่องจาก x จะมีอันดับเปนตั้งแตหลักหมื่นไปจนถึงหลักลานเลย
ก็วาได สำหรับการใชรูปแบบปญหาเหลานี้ ในการหาโครงสรางความสัมพันธของการทำงานของสมองจาก
ขอมูล fMRI นั้น พบไดใน [VSBSVH+06, GCR11, NA11, PLS13] ที่เรียนรูโครงสรางความสัมพันธแบบ
เกรนเจอรดังปญหา (7) โดยมี f เปนฟงกชันกำลังสอง (quadratic loss) และ x แทนเมทริกซสัมประสิทธิ์
ในแบบจำลอง AR หรือ [Son13a]

การหาโครงสรางความสัมพันธของการทำงานของสมองนั้น สามารถทำไดจากขอมูล fMRI ที่เก็บมาจาก
สภาวะบุคคลตางๆ กัน เชน การใหคนไขนอนนิ่งๆ และหลับตา (resting state) หรือการกระตุนใหคนไข
มองภาพหลายๆ อยาง เชน ตัวหนังสือ รูปภาพสิ่งของ (task-related state) ภายใตสภาวะที่ตางกันนี้
ยอมมีสมมติฐานวา การทำงานของสมองยอมตางกัน ดังนั้นเครือขายเชื่อมโยงของสมองยอมออกมาเปนรูป
แบบเครือขายที่ตางกันดวย เครือขายเชื่อมโยงของสมองที่ไดจากคนไขในสภาะนิ่งจะเรียกวาเปน เครือขาย
โหมดปริยาย (default mode network) [HP10, GSMD09, GKRM03] ซึ่งมักจะถูกนำมาใชเปรียบเทียบกับ
เครือขายเชื่อมโยงของสมองที่ไดภายใตสภาวะที่สมองโดนกระตุน วาจะมีรูปแบบเครือขายเปลี่ยนไปอยางไร
บาง ดวยเหตุนี้ ปญหาการหาเครือขายเชื่อมโยงของสมอง จึงมีผลประโยชนอีกแงหนึ่ง คือ เราสามารถใช
รูปแบบเครือขายที่ประมาณไดมาเปนตัวแยกแยะ (classifier) สภาวะของคนไขได เชน การแยกแยะคนไข
ปกติ กับคนไขที่มีสภาวะผิดปกติทางสมอง [CRT+09, HLS+10, RPSTMM13, dSCS+11] 1

1อยางไรก็ตาม ตองขอกลาวในที่นี้วา ถาหากพิจารณาการแยกแยะสภาวะคนไขเปนปญหาหลักแลว ยังมีเทคนิคทางดานการ
แยกแยะ (classficiation) โดยตรงที่ถูกใชในดานการเรียนรูดวยเครื่อง (machine learning) อีกเปนจำนวนมาก ซึ่งเทคนิคพวกนี้
อาจจะไมตองอาศัยแบบจำลองพลวัตของสัญญาณ fMRI เชน เทคนิค support vector machine (SVM), logistic regression,
Gaussian Naive Bayes และอื่นๆ ซึ่งสามารถอานทบทวนไดใน [PMB09]
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หากสมมติวามีสภาวะสมองของบุคคล 2 สภาวะที่ตางกันใหเปนกลุม A และ B ตามลำดับ การหาเครือ
ขายเชื่อมโยงสมอง หนึ่งเครือขายจากขอมูลสมองของทั้งสองกลุมรวมกัน นั้นยอมไมใชแนวทางที่ดี เนื่องจาก
สภาวะการทำงานของสมองจากบุคคลสองคนนั้นควรจะตางกัน ในทางกลับกัน หากเราหาเครือขายเชื่อมโยง
สมองที่ประมาณจากกลุม A และหาอีกหนึ่งเครือขายที่ประมาณจากลุม B แยกจากกัน วิธีนี้ก็อาจจะยัง
ไมใชวิธีดีนัก เนื่องจากการหาเครือขายเชื่อมโยงแยกกันในลักษณะนี้ ไมไดใชขอสมมติฐานที่วา ในสภาวะสมอง
ของบุคคลสองกลุมก็ควรจะมบีางสวนของเครือขายเชื่อมโยงที่ตรงกัน (common underlying network) ทั้ง
สองสภาวะ ดังนั้นเราจึงตองการพิจารณาปญหาการประมาณเครือขายเชื่อมโยง 2 เครือขายจากบุคคลทั้ง
สองสภาวะไปพรอมๆ กัน โดยมีเงื่อนไขวา เครือขายทั้งสองนั้นจะมีรูปแบบบางสวนที่สอดคลองกัน (กลาว
คือ มีเสนเชื่อมจากสองโหนดบางคูที่เหมือนกัน) แตในขณะเดียวกัน ก็มีบางสวนของเครือขายที่ตางกันดวย

ในโครงงานวิจัยนี้ เราจะพิจารณาใชหลักการโครงสรางเชิงสัมพันธแบบเกรนเจอร ที่นิยามจากรูปแบบ
ศูนยในเมทริกซ AR ดัง (2) ในการสรางเครือขายเชื่อมโยงของสมอง 2) แบบจำลองเชิงกราฟรวมกันที่ได
จะอธิบายวาขอมูลอนุกรมเวลาจากคนไขสองสภาวะนั้น จะมีรูปแบบกราฟที่เหมือนกันในบางสวน และตาง
กันในบางสวนอยางไร โดยทั้งนี้ สิ่งที่เปนตัวแปรของปญหานั้น จะเปนพารามิเตอรของแบบจำลองพลวัต (และ
ในที่นี้ เราจะพิจารณาแบบจำลองเชิงเสน ที่มีสัญญาณเขาเปนกระบวนการสุม) ทั้งนี้ ขอกลาววา ประโยชน
ของโครงงานวิจัยนี้ไมไดจำกัดที่งานประยุกตบนขอมูล fMRI เทานั้น หากแตรวมถึงขอมูลอนุกรมเวลาจาก
ระบบอื่นๆ ไดอีกดวย เชน ขอมูลทางการเงิน ขอมูลยีนส ขอมูล EEG หรือขอมูลทางชีวภาพอื่นๆ เปนตน
งานวิจัยนี้จะเนนไปทางดานการจัดรูปแบบปญหาการหาคาต่ำสุด (optimization formulation) และการประยุกต
และพัฒนาขั้นตอนวิธี (algorithm) เพื่อใชในการแกปญหาดังกลาวที่มีขนาดใหญ สำหรับรายละเอียดทาง
เทคนิคนั้น จะกลาวตอไปในสวนที่ 5

2 วัตถุประสงคของโครงการ
1. พัฒนาแบบจำลองทางคณิตศาสตรเชิงเสนสำหรับขอมูลกลุมอนุกรมเวลา ที่อธิบายโครงสรางความสัมพันธ

ของตัวแปรได และมีโครงสรางความสัมพันธของแตละกลุมที่เหมือนกันและตางกันบางสวน โดยจะเนน
งานวิจัยไปที่ระบบการทำงานของสมองที่วิเคราะหผานทางขอมูล fMRI จากบุคคลภายใตสภาวะที่ตาง
กันหลายสภาวะ

2. ประยุกตและพัฒนาเทคนิคเชิงเลข (numerical technique) ที่มาใชในการแกปญหาการประมาณแบบ
จำลองพลวัตของสมอง ที่สามารถรองรับขนาดของปญหาระดับใหญได

3 การออกแบบการวิจัย
การออกแบบวิจัยเปนไปตามขั้นตอนดังนี้

1. ศึกษาถึงรูปแบบปญหาการประมาณโครงสรางความสัมพันธที่เกี่ยวของ ที่คำนึงถึงความแตกตางของ
รูปแบบโครงสราง และใชการประมาณแบบ ℓ1

2. นำเสนอรูปแบบปญหาที่จะประยุกตใชกับสมการพลวัตที่อธิบายการทำงานของสมอง

3. ทดลองการใชรูปแบบปญหาที่นำเสนอขึ้น กับขอมูลที่สังเคราะหขึ้น เพื่อทดสอบสมมติฐานวาปญหาที่
เสนอนั้น สามารถนำไปเรียนรูโครงสรางความสัมพันธของกลุมอนุกรมเวลาไดจริง

4. ศึกษาขั้นตอนเชิงเลขที่สามารถประยุกตใชกับปญหาที่นำเสนอได โดยขั้นตอนเชิงเลขนี้ควรมีประสิทธิภาพ
กับการแกปญหาขนาดใหญ

5. ทดลองการใชรูปแบบปญหา และการแกปญหาดวยขั้นตอนเชิงเลขที่มีประสิทธิภาพ กับขอมูลสมอง fMRI
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4 ขอบเขตของการวิจัย
โครงการวิจัยมีขอบเขตดังนี้

1. การพัฒนาแบบจำลองที่อธิบายการทำงานของสมองจะใชแบบจำลองแบบเชิงเสนเทานั้น เนื่องจากจะ
นำไปสูปญหาการประมาณที่ไมซับซอนจนเกินไป

2. โครงการวิจัยพิจารณาการประมาณแบบจำลองขอมูลสมองจาก 2 สภาวะ แตไมไดตั้งใหการแยกแยะ
สภาวะของสมองเปนจุดประสงคหลักของงานวิจัย

3. วิธีเชิงเลขที่ใชในการแกปญหาการประมาณแบบจำลอง ถึงแมวาจะเหมาะสมกับปญหาที่มีจำนวนตัวแปร
มาก แตก็ยังมีขอจำกัดทางดานหนวยความจำ ซึ่งขึ้นอยูกับทรัพยาการของเครื่องคำนวณ ดังนั้นใน
โครงการวิจัยนี้ จึงไดแกปญหาจากขอมูลสมองที่มีจำนวนตัวแปรลดลงมาใหเหมาะกับระดับทรัพยากร
คอมพิวเตอร PC ที่มี

5 ระเบียบวิธีการวิจัย
5.1 รูปแบบปญหาที่นำเสนอ
ปญหาการประมาณเครือขายเชื่อมโยง 2 เครือขายจากบุคคลทั้งสองสภาวะไปพรอมๆ กัน โดยมีเงื่อนไขวา
เครือขายทั้งสองนั้นจะมีรูปแบบบางสวนที่สอดคลองกัน (กลาวคือ มีเสนเชื่อมจากสองโหนดบางคูที่เหมือน
กัน) แตในขณะเดียวกัน ก็มีบางสวนของเครือขายที่ตางกันดวย ปญหาในลักษณะนี้สามารถจัดใหอยูในรูป
แบบของ ปญหาแลซโซเชื่อมกัน (fused lasso) [TSR+05, YPS+15, MCH+12] ซึ่งมีรูปแบบปญหาเปน

minimize
x,y

f(x) + f(y) + λ1(∥x∥1 + ∥y∥1) + λ2∥x− y∥1 (5)

โดยที่ x ∈ Rn และ y ∈ Rn แทนพารามิเตอรในแบบจำลองเชิงกราฟของกลุมสภาวะ A และ B ตาม
ลำดับ ซึ่งรูปแบบของศูนยใน x และ y จะบอกถึงรูปแบบของเสนเชื่อมในเครือขายของกลุม A และ B ตาม
ลำดับ คา λ1, λ2 นั้นเปนคาสเกลารบวกที่กำหนดเอง เราจะเห็นวาเทอมที่เพิ่มมาใน (5) คือเทอม ∥x−y∥1
นั้นจะเปนการลงโทษให x และ y มีรูปแบบศูนยที่ตรงกันในบางสมาชิกผานทางการเลือกคา λ2 ใหมีคา
ใหญมากพอ สวนรูปแบบของศูนยใน x และ y ที่ตำแหนงสมาชิกอื่นที่อาจจะไมเหมือนกันนั้นถูกกำหนดจาก
เทอมลงโทษ ∥x∥1 และ ∥y∥1 ผานการควบคุมคา λ1 นั่นเอง ดังนั้นเมื่อ λ2 = 0 ปญหา (5) จึงลดรูป
เปนปญหาแลซโซปกติ (4) ที่เปนปญหาการประมาณสองปญหาที่แยกจากกันได นั่นเอง สำหรับงานวิจัย
ในกลุมนี้ที่ประยุกตกับขอมูล fMRI มีงานใน [YPS+15] ที่พิจารณาปญหาแลซโซเชิงกราฟเชื่อมกัน (fused
multiple graphical lasso) กลาวคือ เปนปญหาการประมาณแบบจำลองเชิงกราฟของตัวแปรสุมเกาซเซียน
(ใชสมมติฐานวาขอมูล fMRI เปนตัวแปรสุม) หรือการประมาณเมทริกซความแปรปรวนรวม (Σ1,Σ2) ของ
ขอมูลคนไขที่เปนอัลไซเมอร และคนไขปกติ ตามลำดับ โดยที่ x, y แทนคาสมาชิกใน Σ−1

1 ,Σ−1
2 (และบง

บอกความเปนอิสระตอกันแบบมีเงื่อนไข) ดังนั้น รูปแบบของศูนยใน x, y จึงแทนรูปแบบทอพอโลยีของแบบ
จำลองเชิงกราฟจากกลุมสองสภาวะ ปญหานี้ความทาทายอยูที่เทคนิคการหาคาต่ำสุดมาแก เนื่องจากเปน
อันดับของปญหาเพิ่มขึ้นเพราะเราประมาณแบบจำลองเชิงกราฟสองอันพรอมๆ กัน

ในโครงการวิจัยนี้ เรานำเสนอรูปแบบปญหาการประมาณแบบจำลอง AR จำนวน K แบบจำลองพรอมๆ
กัน โดยที่ทั้ง K แบบจำลองนั้น จะมีโครงสรางความสัมพันธแบบเกรนเจอรบางสวนรวมกัน ปญหาดังกลาว
สามารถบรรยายไดดังนี้

minimize
A(1),...,A(K)

K∑
k=1

1

2
∥Y (k) − A(k)H(k)∥22 + λ1

∑
i̸=j

K∑
k=1

∥∥∥B(k)
ij

∥∥∥
2
+ λ2

∑
i̸=j

K−1∑
k=1

∥∥∥B(k+1)
ij −B

(k)
ij

∥∥∥
2

(6)
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โดยที่ตัวแปรตางๆ มีนิยามดังนี้

• A(k) = (A
(k)
1 , . . . , A

(k)
p ) คือเมทริกซสัมประสิทธิ์ของแบบจำลอง AR ตัวที่ K

• B
(k)
ij =

[
(A

(k)
1 )ij (A

(k)
2 )ij · · · (A

(k)
p )ij

]T
∈ Rp

• Y (k) และ H(k) ประกอบไปดวยขอมูลทางเวลาจากอนุกรมเวลากลุมที่ k

• λ1 and λ2 เปนจำนวนจริงคาบวกซึ่งเปนพารามิเตอรถวงน้ำหนักในเทอมที่ทำใหปกติ (regularization
term)

เมื่อพิจารณาฟงกชันตนทุนนั้น เทอมสุดทายเปนผลบวกของ 2-นอรม ซึ่งเปนฟงกชันลงโทษแบบ ℓ1 ชนิด
หนึ่ง และเปนฟงกชันของความตางระหวางสัมประสิทธิ์ในพารามิเตอร AR แนวทะแยงมุมจากแบบจำลอง
2 แบบจำลองที่ติดกัน ถากำหนดให λ2 มีคามากระดับหนึ่ง พารามิเตอร (A(1))ij , (A(2))ij , . . . , (A

(K))ij

จะมีคาที่เทากัน และนั่นหมายความวา โครงสรางความสัมพันธแบบเกรนเจอรของกลุม K แบบจำลองนั้น
จะมีรูปแบบเหมือนกัน ถาหากกำหนดให λ1 มีคามากระดับหนึ่ง สมาชิกตางๆ ใน (A(k))ij (สำหรับบาง k)
จะมีคาเปนศูนย ซึ่งบงชี้วา เราไดแบบจำลอง AR แบบเบาบาง (sparse)

เมื่อกำหนดให λ2 = 0 ปญหา (6) จะลดรูปลงมาเปนปญหาการประมาณแบบจำลอง AR ทั้งหมด K

แบบจำลองที่ประมาณไดแยกเปนอิสระตอกัน

minimize
A(1),...,A(K)

K∑
k=1

1

2
∥Y (k) −A(k)H(k)∥22 + λ1

∑
i̸=j

K∑
k=1

∥∥∥B(k)
ij

∥∥∥
2

(7)

ดังนั้น การใชรูปแบบปญหา (6) จึงทำใหเราสามารถไดกลุมแบบจำลอง AR แบบเบาบาง (parsi-
monous model) และในขณะเดียวกัน กลุมแบบจำลองเหลานั้นก็จะมีรูปแบบโครงสรางความสัมพันธแบบ
เกรนเจอรที่มีบางสวนที่เหมือนกันได

เราสามารถยกตัวอยางงายเพื่ออธิบายการประยุกตใชรูปแบบปญหา (6) ที่มีคาพารามิเตอร q = 3, p =

2 และ K = 3 กลาวคือ เราประมาณแบบจำลอง AR ที่มี 3 ตัวแปรและมี lag order เทากับ 2 ในตัวอยาง
แรกนั้น เรากำหนดให λ2 มีคาใหญเมื่อเทียบกับ λ1 ซึ่งหมายความวา เรามีจุดประสงคที่จะประมาณให
แบบจำลองทุกอันมีคาเมทริกซ AR ที่ใกลเคียงกันทั้ง 3 แบบจำลอง รูป 3 (a) แสดงคา (A(k))ij จำนวน
q2 สมาชิก จากรูปอธิบายไดวาสำหรับแตละ Ak (แตละคอลัมนในรูป) ทั้งสามแบบจำลองมีคาเมทริกซ AR
ในแนวทแยงมุมที่เทาๆกัน (สังเกตจากวงกลมน้ำเงิน) หากเราใชคา λ2 ที่ใหญระดับหนึ่ง อยางไรก็ตาม คา
เมทริกซ AR ในแนวทแยงมุมของทั้งสามแบบจำลองสามารถมีคาตางกันได ในกรณีที่สอง หากคา λ1 มี
คาใหญพอเมื่อเทียบกับ λ2 (ซึ่งหมายความวา เราตองการหาแบบจำลองเบาบาง หรือเมทริกซ AR ควร
มีศูนยจำนวนมาก) จากรูป 3 (b) แสดงวาสำหรับแตละ Ak (แตละคอลัมนในรูป) ทั้งสามแบบจำลอง
สามารถมีคาเมทริกซ AR ที่ตางกันได หากแตวาในแตละแบบจำลอง (แตละแถวในรูป) คาเมทริกซ AR
จะมีศูนยอยูหลายตำแหนง และตำแหนงที่เปนศูนยนั้นจะเกิดขึ้นที่ตำแหนงเดียวกันในแต time-lag coeffi-
cient เนื่องจากเราใชรูปแบบปญหาที่ทำใหเกิดรูปแบบศูนยที่ตรงกันของ (A

(k)
1 )ij , . . . , (A

(k)
p )ij

5.2 การจัดใหอยูในรูปแบบปญหา Group fused lasso
ในสวนนี้เราสามารถแสดงใหเห็นไดวา ปญหา (6) ที่นำเสนอนั้น สามารถจัดใหอยูในรูปแบบปญหาเวคเตอร
ได และทำใหปญหานี้อยูในรูปแบบปญหาที่เรียกวา group fused Lasso [ABD13] โดยการกำหนดตัวแปร

x =
(
B

(1)
11 , . . . , B

(K)
11 , B

(1)
12 , . . . , B

(K)
12 , . . . , B(1)

qq , . . . , B
(K)
qq

)
. (8)
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รูปที่ 3: พารามิเตอรในแบบจำลอง AR ที่ถูกประมาณจากการแกปญหา (6) เมื่อ λ2 หรือ λ1 มีคา
ใหญสัมพัทธเมื่อเทียบกับอีกคาหนึ่ง สัญลักษณสี่เหลี่ยมสีแดงคือคาในแนวทแยงมุมของเมทริกซ AR และ
สี่เหลี่ยมสีน้ำเงิน คือคาที่ไมไดอยูในแนวทแยงมุมของเมทริกซ AR

กลาวคือ เรากำหนดให x เปนตัวแปรที่เปนพารามิเตอรในเมทริกซ AR ทั้งหมด และ x มีสมาชิกทั้งหมด n
ตัว โดยที่ n = q2pK เราสังเกตวาเทอมที่เปนฟงกชันลงโทษในปญหา (6) จะลงโทษเฉพาะคาเมทริกซ AR
ในแนวที่ไมใชทแยงมุมเทานั้น ดวยขอกำหนดดังกลาว เราจึงนิยามการแปลง P P ∈ R(q2−q)×q2 ซึ่งแปลง
จากคาเมทริกซ AR ในแนวที่ไมใชทแยงมุมทุกตัวไปยังเวคเตอร กลาวคือ เราสามารถถอดสมาชิกในแนว
ไมใชทแยงมุมของเมทริกซ X ∈ Rq×q ไดดวยการแปลง P ·vec(X) ตัวอยางเชน สำหรับ X = [xij ] ∈ R2×2

จะไดวา
P =

[
0 1 0 0

0 0 1 0

]
, P · vec(X) =

[
x21

x12

]
.

หากเรากำหนดให P = P ⊗ IpK จะไดวา Px จะเลือกเฉพาะสมาชิกในแนวไมใชเสนทแยงมุม กลาวคือ

Px =
(
B

(1)
12 , . . . , B

(K)
12 , . . . , B

(1)
1q , . . . , B

(K)
1q , . . . , B

(1)
q,q−1, . . . , B

(K)
q,q−1

)
∈ R(q2−q)pK . (9)

เราสามารถมอง Px ออกเปนทอนได โดยแตละทอนมีขนาดที่ขึ้นกับปญหาที่เราตองการพิจารณา ในการนี้
เราใชสัญลักษณ z = (z1, z2, . . . , zL) และพิจารณา sum of 2-norm: ∥z∥2,1 =

∑L
k=1 ∥zk∥2 โดยที่ขนาด

ของแตละทอน zk ขึ้นกับบริบทของปญหาที่พิจารณาอยู
• หากเราแบง Px ออกเปนทอนที่มีขนาดเทากับ p จะไดวาเทอมที่สองของฟงกชันจุดประสงคใน (6)
สามารถเขียนไดเปน λ1∥Px∥2,1.

• เทอมสุดทายของฟงกชันจุดประสงคใน (6) สามารถเขียนไดเปน λ2∥Dx∥2,1 โดยที่ D = P⊗D และ
D เปน forward difference matrix:

D =


−Ip Ip

−Ip Ip
. . . . . .

−Ip Ip

 .

ดังนั้นจากนิยามของ x ที่เรากำหนดใน in (8) จะไดวาปญหา (6) นั้นสมมูลกับ
minimize

x
(1/2)∥Gx− b∥22 + λ1∥Px∥2,1 + λ2∥Dx∥2,1 (10)
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(เราขอละรายละเอียดการแสดงความสมมูลของสองปญหา) โดยมีตัวแปรคือ x ∈ Rn เมทริกซ G ∈ Rm×n, b ∈
Rm,P ∈ Rs×n and D ∈ Rr×n เปนพารามิเตอรของปญหา เราอธิบายไดวา G และ b ประกอบไป
ดวยคาของขอมูล y(1)(t), . . . , y(K)(t) for t = 1, 2, . . . , N สำหรับอันดับของ G, b,P และ D นั้นจะ
สัมพันธกับอันดับของตัวแปรใน (6) ดวยความสัมพันธ n = q2pK,m = qNK, s = (q2 − q)pK และ
r = (q2 − q)p(K − 1) เราจะเรียกปญหา (10) วาเปนรูปแบบปญหา group fused lasso และมีกรณี
เฉพาะดังนี้

• เมื่อ λ2 = 0 and λ1 > 0, ปญหา (10) จะลดรูปเปน
minimize

x
(1/2)∥Gx− b∥22 + λ1∥Px∥2,1 (11)

และเราจะเรียกปญหานี้วา group lasso [YL06, ZRY09].

– เมื่อเทอม sum of 2-norm คำนวณจาก Px ที่แบงเปนทอนมีมีขนาด p ปญหานี้คือการประมาณ
K แบบจำลอง (7) อยางเปนอิสระตอกัน และเมื่อเราเพิ่มคา λ1 เราจะไดแบบจำลองที่เบาบาง
ขึ้น

– เมื่อเทอม sum of 2-norm คำนวณจาก Px ที่แบงเปนทอนมีมีขนาด pK ปญหานี้คือการ
ประมาณ K แบบจำลองที่บังคับใหแบบจำลองทุกตัวนั้นมีโครงสราง Granger causality ที่
เหมือนกัน เราจะเรียกปญหานี้วาเปนปญหา common group lasso

ดังนั้น จะเห็นวา การแบง Px ออกเปนทอนที่มีขนาดตางกัน จะทำใหคาในฟงกชันลงโทษ ∥Px∥2,1
มีคาตางกัน ที่นำไปสูรูปแบบปญหาที่ตางกันดวย

• หาก λ1 = 0 และ λ2 > 0 จะไดวาปญหา (10) กลายเปน
minimize

x
(1/2)∥Gx− b∥22 + λ2∥Dx∥2,1 (12)

ซึ่งอยูในรูปแบบปญหาที่เรียกวา total variation regularized problem [WBAW12] ที่มีงานประยุกต
เชน image reconstruction [BT09, OV14] หรือการประมาณแบบจำลองที่มีคาพารามิเตอรเปลี่ยนแปลง
แบบ piece-wise constant [OLB10] รูปแบบปญหาดังกลาวมีการใชฟงกชันลงโทษบนความตาง
ของตัวแปรสองตัวที่ติดกัน (เทอม ∥Dx∥2,1)

• รูปแบบปญหา group fused lasso เคยมีการพิจารณาใน [ABD13] กับปญหา image denoising
เราพบวาปญหาใน [ABD13] นั้นสมมูลกับ (10) เมื่อ P = I และ D = D, ซึ่งก็คือปญหาเมื่อ q = 1

หรือกลาวคือการประมาณแบบจำลอง AR แบบสเกลาร

5.3 ขั้นตอนวิธีเชิงเลข
ในสวนนี้จะอธิบายถึงขั้นตอนวิธีเชิงเลขในการแกปญหา (10) ที่รองรับจำนวนแปรที่มากได ดวยวิธีแบบคอน
เวกซ คาฟงกชันในปญหามีเทอม ∥ · ∥2,1 ซึ่งไมสามารถหาอนุพันธได งานวิจัยนี้จึงมุงหาวิธีที่เหมาะสมกับ
ปญหาแบบ non-smooth ในการนี้ Alternating direction method of multiplier (ADMM) ซึ่งเปนเทคนิค
Douglas-Rachford splitting ที่ประยุกตกับปญหาสมมูล [BPC+10, PB14] ไดนำมาพิจารณาเนื่องดวย
ขอดีหลายประการ ตัวอยางเชน 1) การคำนวณในแตละรอบไมซับซอนซึ่งเหมาะกับปญหาที่มีตัวแปรมาก
และ 2) ความเร็วการลูเขาที่ดีในทางปฏิบัติ

การประยุกต ADMM นั้นจำตองอาศัยเทคนิคการแบงฟงกชันจุดประสงคออกเปนหลายเทอมอยางเหมาะ
สม เราจึงกำหนดให

f(x) = (1/2)∥Gx− b∥22, g(x) = λ1∥x∥2,1, h(x) = λ2∥x∥2,1
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จากนั้น เราสามารถจัดรูป (10) ใหอยูในรูปปญหาทั่วไปที่ ADMM จะประยุกตได

minimize f(x1) + g(x2) + h(x3)

subject to
[
P
D

]
x1 =

[
x2

x3

]
(13)

ที่มีตัวแปรคือ x1 ∈ Rn, x2 ∈ Rs and x3 ∈ Rr จากนั้น เรากำหนดให augmented Lagrangian ซึ่งเปน
ฟงกชัน Lagrangian บวกกับฟงกชันลงโทษแบบกำลังสอง ดังนี้

Lρ = f(x1) + g(x2) + h(x3) + (ρ/2)∥Px1 − x2 + z1/ρ∥22 + (ρ/2)∥Dx1 − x3 + z2/ρ∥22, (14)

โดยที่ ρ > 0 เปนพารามิเตอรลงโทษ (penalty parameter) ที่จะสงผลตอความเร็วในการลูเขา ขั้นตอนนั้น
คือการหาคาต่ำสุดของ augmented Lagrangian บนตัวแปร x1 และ (x2, x3) สลับกันไป โดยอาศัยขอดี
ที่วาเทอมที่เกี่ยวของกับสามตัวแปรนั้นสามารถแยกจากกันได (separable functions in three variables)
หากเรากำหนดให x+i คือคาตัวแปรในรอบวนถัดไป เราสามารถอธิบายกฏการปรับตัวแปร [BPC+10] ของ
ขั้นตอน ADMM ดังนี้

x+1 = argmin
x1

1

2
∥Gx1 − b∥22 +

ρ

2
∥Px1 − x2 + z1/ρ∥22 +

ρ

2
∥Dx1 − x2 + z2/t∥22, (15)

x+2 = argmin
x2

λ1∥x2∥2,1 +
ρ

2
∥Px+1 − x2 + z1/ρ∥22, (16)

x+3 = argmin
x3

λ2∥x3∥2,1 +
ρ

2
∥Dx+1 − x3 + z2/ρ∥22, (17)

z+1 = z1 + ρ(Px+1 − x+2 ), (18)
z+2 = z2 + ρ(Dx+1 − x+3 ). (19)

ในรายละเอียดของการปรับคา x1 นั้น จะเห็นวาเราตองกำหนดใหอนุพันธของฟงกชันเปนศูนย (เทียบกับ
x1) เงื่อนไขที่ไดจะเปนสมการเชิงเสน[

GTG+ ρ(PTP +DTD)
]
x+1 = GT b+ PT (ρx2 − z1) +DT (ρx3 − z2).

เนื่องจาก GTG+ρ(PTP+DTD) ≻ 0 เราสามารถทำ Cholesky factorization และเก็บ Cholesky factor
(L) ไวได นอกจากนี้ PTP เปนเมทริกซทะแยงมุม และ DTD เปน banded matrix และ GTG เปนเม
ทริกซเบาบาง (sparse matrix) ดังนั้น การคำนวณ Cholesky factorization จึงทำไดอยางมีประสิทธิภาพ
การปรับคา x1 จึงเปนการแกสมการเชิงเสน: LT v = c, Lx1 = v โดยที่ c = GT b + PT (ρx2 − z1) +
DT (ρx3 − z2).

การปรับคาของ x2 แฃะ x3 จะมีรูปแบบที่คลายกัน ที่สามารถเขียนเปนรูปปญหาทั่วไปคือ
minimize

x
γ∥x∥2,1 + (1/2)∥x− u∥22,

สำหรับคา γ > 0 และ u ∈ Rn หากเรากำหนดให u และ x สามารถแบงไดออกเปน L ทอน ปญหาขาง
ตนนั้นคือ การหา proximal operator of f1(x) = ∥x∥2,1 =

∑L
k=1 ∥xk∥2 ที่มีรูปคำตอบทั่วไปคือ

proxγf1(u) = argmin
x

γ∥x∥2,1 + (1/2)∥x− u∥22,

(proxγf1(u))k = max

{
1− γ

∥uk∥2
, 0

}
uk,

สำหรับ k = 1, 2, . . . , L Proximal operator ของฟงกชันผลบวก 2-norm นั้นจะเปนที่รูจักวาคือ block soft
thresholding operator [PB14] จากการปรับคาขางตนของ 3 ตัวแปร เราจึงสรุปขั้นตอน ADMM ที่ใช
ปญหา (10) ดังนี้
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ADMM สำหรับปญหาฟวซแลซโซ กำหนดคาเริ่มเตนของ x1, x2, x3, z1, z2 และเลือก ρ > 0 กำหนดให
(x, x+) คือตัวแปรในรอบปจจุบันและรอบถัดไป เราจะวนซ้ำการปรับคาตอไปนี้

c = GT b+ PT (ρx2 − z1) +DT (ρx3 − z2),

x+1 =
[
GTG+ ρ(PTP +DTD)

]−1
c,

x+2 = prox(λ1/ρ)f1(Px+1 + z1/ρ),

x+3 = prox(λ2/ρ)f1(Dx+1 + z2/ρ),

z+1 = z1 + ρ(Px+1 − x+2 ),

z+2 = z2 + ρ(Dx+1 − x+3 ),

จนกระทั่งคา primal residual, r และ dual residual, s นั้นนอยกวาคาที่ยอมรับไดคาหนึ่ง

∥r∥2 =

∥∥∥∥∥
[
Px1 − x2

Dx1 − x3

]∥∥∥∥∥
2

≤ ϵpri,

∥s∥2 = ρ

∥∥∥∥∥
[
PT (x+2 − x2)

DT (x+3 − x3)

]∥∥∥∥∥
2

≤ ϵdual.

คา ϵpri และ ϵdual สามารถคำนวณไดตาม [BPC+10] เราจะเห็นวา x2 จะเปน sparse vector จาก
block soft-thresholding operator ในขณะที่ x1 จะเขาใกล x2 แตอาจจะไม sparse

6 ผลการวิจัย
ในสวนนี้จะแสดงผลการทดลองจากการใช 3 วิธีนั่นคือ

• การใชรูปแบบปญหา (10) หรือจะเรียกวาปญหา group fused lasso (GFL) ที่แบบจำลองทุกอันจะ
มีโครงสราง Granger causality คลายกัน ซึ่งจะสัดสวนความคลายจะควบคุมดวยพารามิเตอร λ2

• การใชรูปแบบปญหา (11) หรือจะเรียกวาปญหา group lasso (GL) ที่แบบจำลองทุกอันจะถูกประมาณ
อยางเปนอิสระตอกัน (โดยการกำหนดให Px แบงเปนทอนที่มีขนาด p)

• การใชรูปแบบปญหา (11) หรือจะเรียกวาปญหา common group lasso (CGL) ที่บังคับใหแบบ
จำลองทุกอันมีโครงสราง Granger causality เหมือนกัน (โดยการกำหนดให Px แบงเปนทอนที่มี
ขนาด pK)

การทดลองที่ 1 คือการทดสอบวา รูปแบบปญหา GFL จะสามารถทำใหประมาณแบบจำลอง AR
หลายแบบจำลอง ไดดีกวาการใชรูปแบบปญหา GL หรือ CGL (7) หรือไม ถาหากมีสมมติฐานที่วาขอมูล
อนุกรมเวลาจากหลายๆ กลุมนั้นมีโครงสรางความสัมพันธแบบเกรนเจอรที่คลายกัน

ในการนี้ เราจึงสรางแบบจำลอง AR อันดับ 2 ที่มี 10 ตัวแปร จำนวน 3 แบบจำลอง (q = 10, p =

2,K = 3)โดยทั้ง 3 แบบจำลองจะมีคาพารามิเตอรบางคาที่เทากัน จากแบบจำลองเหลานี้ เราจะสราง
ขอมูลอนุกรมเวลา AR ขึ้นมาทั้งหมด 100 ชุด และแตละชุดมีขอมูลทางเวลา 30 จุด ซึ่งเปนคาที่ต่ำระดับ
หนึ่งเมื่อเทียบกับจำนวนตัวแปรพารามิเตอรที่ตองประมาณทั้งหมด ทั้ง 3 แบบจำลองนั้นมีจำนวนตำแหนง
ของ AR coefficients ที่ไมเปนศูนย ตางกันดวยสัดสวน 40% จากนั้นคาของ λ1 และ λ2 จะถูกเลือกใน
สเกลเชิงเสนเปนจำนวน M คู ในแตละคา (λ1, λ2) เราจะแกปญหา (6) และอานรูปแบบโครงสรางความ
สัมพันธแบบเกรนเจอร จากรูปแบบศูนยของคาเมทริกซสัมประสิทธิ์ AR จาก K แบบจำลองที่ประมาณ
ได จากนั้น เราเปรียบเทียบรูปแบบโครงสรางที่ประมาณได กับรูปแบบโครงสรางที่แทจริง และคำนวณคา
ความผิดพลาดที่เกิดขึ้น ผลการทดลองในสวนนี้ สามารถสรุปประเด็นสำคัญไดดังนี้
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• รูป 4 แสดงถึงคาอัตราการทำนายคาที่ไมเทากับศูนยที่ถูกตอง (True Positive Rate-TPR) เทียบกับ
อัตราการทำนายคาที่ไมเทากับศูนยที่ผิด (False Positive Rate-FPR) ซึ่งคาที่แสดงนี้ถูกเฉลี่ยจาก
การทดลองบนขอมูล 100 ชุด จากรูปจะเห็นวาที่คา FPR ที่กำหนดคาหนึ่ง กราฟจากแบบจำลอง
GFL (แนวทางที่เสนอขึ้นใหม) จะอยูเหนือกราฟที่ไดจากแบบจำลอง GL และ CGL นั่นหมายความ
วาแนวทางที่เราเสนอขึ้นนั้น ทำใหการประมาณรูปแบบความสัมพันธแบบเกรนเจอรทำไดดีขึ้น โดยการ
เพิ่ม λ2 เนื่องจากเราใหความสำคัญกับเทอมที่บังคับใหทุก K แบบจำลองมีโครงสรางที่คลายกันมาก
ขึ้น เมื่อให λ2 = 0 ผลลัพธของการใช GFL และลูเขาสูผลเดียวกับผลของการใช GL นอกจากนี้
การเปรียบเทียบผลการใช GL และ CGL จะเห็นวา การใช GL ใหผลที่ดีกวาเนื่องจากแบบจำลอง
จริงไมไดมีโครงสราง Granger causality ที่เหมือนกันหมด ดังนั้นการประมาณแบบที่ไมไดบังคับให
โครงสราง Granger causality ของทุกแบบจำลองใหเหมือนกัน จึงไดผลที่ดีกวา

• รูป 5 อธิบายถึงขอดี ขอเสีย (trade-off) ของการใหความสำคัญระหวาง ความแมนยำของแบบ
จำลอง กับความซับซอนของแบบจำลอง เราจะเห็นวาความคลาดเคลื่อนของแบบจำลองที่ไดจะเพิ่ม
มากขึ้น ถาหากรูปแบบโครงสรางเกรนเจอรที่ประมาณไดนั้นหนาแนนมากเกินไป ซึ่งมีสาเหตุหลักมา
จากปญหา overfitting เราจะเห็นวาแนวทางที่ใช GFL นั่นจะใหคาความคลาดเคลื่อนแบบจำลองที่
ต่ำกวา เมื่อเทียบกับการใชแบบจำลอง GL และ CGL เมื่อเพิ่มคา λ2

• เมทริกซในสีดำขาวในรูป 6 แสดงถึงรูปแบบศูนยจากพารามิเตอร AR ที่ประมาณได สีขาวแทนตำแหนง
ที่เปนศูนยและสีดำแทนตำแหนงที่ไมเทากับศูนย เราเลือกรูปแบบศูนยหนึ่งๆ จากทั้งแนวทางการใช
แบบจำลอง Group Fused Lasso และ Group Lasso ที่สอดคลองกับคา FPR พอๆ กันประมาณ
0.21−0.23 เราจะเห็นจากผลการทดลองวารูปแบบโครงสรางเกรนเจอรที่ประมาณไดจากแบบจำลอง
group fused lasso นั้นจะมีความเหมือนกันทั้ง 3 แบบจำลองมากกวา การใชแบบจำลอง Group
Lasso (โดยการเลือก λ2 ใหมีคามากพอ) ซึ่งจากแถวสุดทายจะเห็นวาทั้ง 3 แบบจำลองที่ประมาณ
ไดจะมีโครงสรางที่คอนขางตางกัน
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รูปที่ 4: แสดงคา True Positive Rate (TPR) กับคา False Positive Rate (FPR) โดยที่ TPR
คือจำนวนสมาชิกที่ไมเปนศูนยในพารามิเตอร AR ที่ถูกประมาณไดถูกตอง และ FPR คือจำนวนสมาชิกที่
ไมเปนศูนยในพารามิเตอร AR ที่ถูกประมาณผิด สัญลักษณสี่เหลี่ยมสีดำคือผลจากการใชแบบจำลอง GL
วงกลมสีน้ำเงินคือผลที่ไดจากแบบจำลอง GFL ที่คา λ2 ตางๆ และสัญลักษณกากบาทสีแดงคือผลการ
แบบจำลอง CGL
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รูปที่ 5: แสดงคาความคลาดเคลื่อนของแบบจำลองเทียบกับจำนวนสมาชิกที่ไมเปนศูนยของพารามิเตอร
AR สัญลักษณสี่เหลี่ยมสีดำคือผลจากการใชแบบจำลอง GL และวงกลมสีน้ำเงินคือผลที่ไดจากแบบจำลอง
GFL ที่คา λ2 ตางๆ สัญลักษณกากบาทสีแดงคือผลการแบบจำลอง CGL
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รูปที่ 6: รูปแบบศูนยของพารามิเตอร AR ที่ประมาณไดจากแบบจำลอง Group Fused Lasso (แถว
กลาง) และ Group Lasso (แถวลาง) เมื่อเปรียบเทียบกับรูปแบบศูนยที่แทจริง (แถวบนสุด)

การทดลองที่ 2 คือการทดลองเหมือนการทดลองที่ 1 เพียงแตเปลี่ยนสมมติฐานวา ระบบจริง K ระบบ
นั้น มีรูปแบบเกรนเจอรที่เหมือนกันทั้งหมด การทดลองจึงเปรียบเทียบผลสมรรถนะของ 3 วิธีคือ Group
Fused Lasso (GFL), Group Lasso (GL) และ Common Group Lasso (CGL)

• รูป 7 แสดงถึงคาอัตราการทำนายคาที่ไมเทากับศูนยที่ถูกตอง (True Positive Rate-TPR) เทียบ
กับ อัตราการทำนายคาที่ไมเทากับศูนยที่ผิด (False Positive Rate-FPR) ซึ่งคาที่แสดงนี้ถูกเฉลี่ย
จากการทดลองบนขอมูล 100 ชุด จากรูปจะเห็นวาที่คา FPR ที่กำหนดคาหนึ่ง กราฟจากแบบจำลอง
Common Group Lasso นั้นจะอยูเหนือกราฟที่ไดจากแบบจำลอง Group lasso และ Group Fused
Lasso นั่นหมายความวา หากระบบจริงมีรูปแบบเกรนเจอรที่เหมือนกัน การใชรูปแบบปญหา Com-
mon Group Lasso นั้นสมเหตุสมผลที่จะทำใหผลการประมาณรูปแบบเกรนเจอรถูกตองกวาแนวทาง
อื่น นอกจากนี้ พบวาจากกราฟ การใช Group Fused Lasso ที่ดีที่สุดนั้น จะไดจากการใชคา λ2

ที่มากที่สุด นั่นคือเราบังคับใหทั้ง K แบบจำลองมีรูปแบบศูนยที่เหมือนกัน ซึ่งเปนไปตามสมมติฐาน
ของระบบจริง

• รูป 8 จะเห็นวา ในกรณีที่ระบบจริงมีรูปแบบเกรนเจอรเหมือนกันทั้ง K ระบบ ผลการประมาณ
ดวย GL กลับใหผลความคลาดเคลื่อนของแบบจำลองที่ต่ำที่สุด ซึ่งต่ำกวา CGL (ซึ่งวิธีนี้ใหผลการ
ประมาณรูปแบบเกรนเจอรดีสุด) เนื่องจากรูปแบบปญหา GL เปนการประมาณ K แบบจำลองอยาง
เปนอิสระตอกัน จึงยอมทำใหอธิบายขอมูลไดดีกวา การประมาณดวย CGL
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รูปที่ 7: แสดงคา True Positive Rate (TPR) กับคา False Positive Rate (FPR) โดยที่ TPR คือจำนวน
สมาชิกที่ไมเปนศูนยในพารามิเตอร AR ที่ถูกประมาณไดถูกตอง และ FPR คือจำนวนสมาชิกที่ไมเปนศูนย
ในพารามิเตอร AR ที่ถูกประมาณผิด สัญลักษณสี่เหลี่ยมสีดำคือผลจากการใชแบบจำลอง GL สัญลักษณ
กากบาทสีแดงคือผลจากการใชแบบจำลอง CGL และวงกลมสีน้ำเงินคือผลที่ไดจากแบบจำลอง GFL ที่คา
λ2 ตางๆ
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รูปที่ 8: แสดงคาความคลาดเคลื่อนของแบบจำลองเทียบกับจำนวนสมาชิกที่ไมเปนศูนยของพารามิเตอร
AR สัญลักษณสี่เหลี่ยมสีดำคือผลจากการใชแบบจำลอง GL สัญลักษณกากบาทสีแดงคือผลจากการใช
แบบจำลอง CGL และวงกลมสีน้ำเงินคือผลที่ไดจากแบบจำลอง GFL และผลถูกแสดงที่คา λ2 ตางๆ
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(a) คาความคลาดเคลื่อนสัมพัทธของผลตอบ
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(b) คาความเคลื่อนสัมพัทธของคาฟงกชันตนทุน

รูปที่ 9: คาความคลาดเคลื่อนของผลตอบและคาฟงกชันตนทุนของปญหา (6) เทียบกับดัชนีการวนซ้ำของ
วิธี ADMM

การทดลองที่ 3 คือการทดลองเพื่อทดสอบขั้นตอนวิธีเชิงเลข (algorithms) ที่นำมาใชในการแกปญหา
(6) โดยวิธีที่เลือก จะเปนวิธีที่ใชเกรเดียนทเทานั้นเพื่อใหเหมาะสมกับขนาดของปญหาที่ใหญ วิธีนี้ที่เลือกคือ
Alternating Direction Method of Multiplier (ADMM) ซึ่งในรายละเอียดขอใหดูในบทความ [Son15] ใน
การทดลองนี้ เราแกปญหา (6) ซึ่งมีจำนวนตัวแปร 4800 ตัว รูป 9 (a) แสดงคาความคลาดเคลื่อนสัมพัทธ
∥x(k) − x⋆∥/∥x⋆∥ โดยที่ x(k) หมายถึงผลตอบของปญหาเมื่อแปลงใหอยูในรูปแบบที่จะใชกับวิธี ADMM
ได สัญลักษณ kth หมายถึงตัวชี้การวนในขั้นตอนเชิงเลข และ x⋆ หมายถึงผลตอบเหมาะสมที่สุด (optimal
solution) ที่คำนวณจากโปรแกรม CVX [GB07] ซึ่งเปนชุดคำสั่งที่ใชบนโปรแกรม MATLAB สำหรับการ
แกปญหาแบบคอนเวกซ และใหผลตอบที่มีความแมนยำคอนขางสูง จะเห็นไดวาวิธี ADMM นั้น สามารถ
ใหผลตอบที่มีความคลาดเคลื่อนในระดับ 10−3 ภายในไมกี่รอบวนซ้ำ และภายใน 2− 3 วินาทีเทานั้น

เมื่อเราเพิ่มขนาดของปญหาที่มีจำนวนตัวแปรเทากับ 30, 000 สำหรับปญหาใหญขนาดนี้ ชุดคำสั่งสำเร็จรูป
อยาง CVX จะมีปญหาเรื่องหนวยความจำเพื่อเก็บตัวแปร เราจึงรันวิธี ADMM ไป 10, 000 รอบวนซ้ำ
และสมมติใหวาคาฟงกชันหลังจากรอบที่ 10, 000 iteration นั้นจะเขาใกลคาฟงกชันเหมาะสมที่สุด (opti-
mal value) และใชสัญลักษณวาเปน p⋆ รูป 9 (b) แสดงคา (p(k) − p⋆)/p⋆ เทียบกับเลขวนซ้ำ k โดยที่
p(k) แสดงคาฟงกชันที่รอบวนซ้ำที่ k เราจะเห็นจากรูปภาพวา คาความคลาดเคลื่อนลดลงไปต่ำถึง 10−6

ภายในรอบวนซ้ำที่ประมาณ 300 และใชเวลาเพียง 300− 400 เทานั้น (เทียบกับจำนวนตัวแปรในปญหาที่มี
ถึง 30, 000 ตัวแปร) จึงอาจกลาวไดวา วิธี ADMM ที่เราเลือกมาใชนั้น มีความเหมาะสมกับรูปแบบปญหาที่
พิจารณาในโครงการวิจัยนี้ เนื่องจากเปนวิธีที่ใชหนวยความจำไมสูง และสามารถลูเขาหาผลตอบเหมาะสุด
ไดในเวลาที่ไมนานนัก

22



การทดลองที่ 4 คือการนำรูปแบบปญหาที่นำเสนอขึ้นมาประยุกตกับขอมูล fMRI (functional mag-
netic rosonance imaging) ขอมูลดังกลาวเปนอนุกรมเวลาแสดงถึงระดับเลือดในสมอง (BOLD) ที่เปนสิ่ง
ชี้ถึงระดับกิจกรรมการทำงานของสมองในระดับ voxel ในการทดลองนี้ไดใชขอมูล StarPlus fMRI data [MW,
MHN+04] ที่เก็บมาจากการทดลองใหบุคคลหนึ่งๆ ทำกิจกรรมตอบสนอง 3 ชนิดไดแก 1) การนั่งพักนิ่งและ
มองที่จุดหนึ่งๆ บนหนาจอ 2) บุคคลเห็นรูปภาพและตัวหนังสือตามลำดับ และ 3) บุคคลเห็นตัวหนังสือและ
ภาพตามลำดับ โดยที่ในกรณีสองและสามนั้น บุคคลที่อยูในการทดลองจะตองตอบสนองตอดวยการกดปุม
ที่แสดงวา ตัวหนังสือที่เห็นนั้นบรรยายไดตรงกับภาพหรือไม ขอมูลมีความถี่สุมตัวอยางทุกๆ 500 msec
และเก็บมาจาก 25-30 สวนของสมอง (หรือที่มักจะเรียกวา Regions of Interest, ROIs)

Table 1: Region of Interest
ROI คำจำกัดความ
CALC calcarine sulcus
(L/R) DLPFC dorsolateral prefrontal cortex
(L/R) FEF frontal eye fields
(L) IFG inferior frontal gyrus
(L/R) IPL inferior parietal lobule
(L/R) IPS intraparietal sulcus
(L/R) IT inferior temporal gyrus
(L/R) OPER operculum
(L/R) PPREC (unavailable)
(L/R) SGA (unavailable)
(L/R) SPL superior parietal lobule
(L/R) T temporal lobe
(L/R) TRIA (unavailable)
SMA supplementary motor area

ในบุคคลหนึ่งๆ จะมีการทดลองหลายครั้ง ทำใหมีขอมูลประมาณ 40 ชุด การทดลองนี้จึงสามารถแบง
ขอมูลจาก 40 ชุดนี้ ไปเปน estimation data set (สำหรับหาแบบจำลอง) และแบงไปเปน validation
data set (สำหรับทำ cross validatation) ได การทดลองจะเริ่มจากกำหนดคา K = 3 เพื่อหาแบบ
จำลองสำหรับขอมูล 3 ชนิด คือ

1. แบบจำลองสมองขณะบุคคลพักนิ่ง

2. แบบจำลองสมองเมื่อบุคคลเห็นตัวหนังสือบรรยายตรงกับภาพ

3. แบบจำลองสมองเมื่อบุคคลเห็นตัวหนังสือที่ไมไดบรรยายตรงกับภาพ

จากนั้น เราจะประมาณแบบจำลองดวยรูปแบบปญหา GFL ดวยการใชคา (λ1, λ2) ที่คาตางๆ กัน เปน
จำนวน 20×20 คา แตละคาของ (λ1, λ2) นั้นจะใหคาพารามิเตอรและรูปแบบการเชื่อมโยงของสมอง (GC
structure) ที่ตางกันไป เราจะนำแบบจำลองนั้นมาคำนวณคา cross validation measure:

J(λ1, λ2) =
K∑
k=1

∥Y (k) − Â(k)(λ1, λ2)H
(k)∥2F

โดยที่ใชขอมูล (Y (k),H(k)) จาก validation data set และคา (λ1, λ2) จะเลือกจากคาที่ทำให J ต่ำสุด
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รูปที่ 10: เมทริกซแสดงคาความเขมของพารามิเตอรในแบบจำลอง AR ทั้งสามชนิด (ซาย) แบบจำลอง
สมองบุคคลพักนิ่ง (กลาง) แบบจำลองเมื่อบุคคลเห็นภาพและประโยคที่สอดคลองกัน (ขวา) แบบจำลอง
เมื่อบุคคลเห็นภาพและประโยคที่ไมสอดคลองกัน จุดสีน้ำเงินคือจุดที่มีรวมกันในทั้งสามแบบจำลอง และจุด
สีแดงคือจุดที่ตางกันในสามแบบจำลอง

ผลการทดลองในรูป 10 คือการแสดงคาความเชื่อมโยงการทำงานของสมองลงบน adjacency matrix
โดยความเขมของจุดในเมทริกซนั้นจะผันตรงกับ∥∥∥[(A1)ij (A2)ij · · · (Ap)ij

]∥∥∥
2

(20)

ผลการทดลองในรูป 11 แสดงรูปแบบการเชื่อมโยงการทำงานของสวนตางๆ ในสมอง โดยความหนาของ
แถบของเสนเชื่อมโยงจะแปรผันตรงกับ 20 เชนกัน (กลาวคือ ถาคาสัมประสิทธิ์ในแบบจำลองมีคามาก ความ
สัมพันธของสวนตางในสมองที่เกี่ยวของก็จะตีความวามีคามาก) สวนของสมองที่มีความสัมพันธกันอยางมาก
และพบในทั้งสามแบบจำลอง ไดแก

LSGA-RSPL, LSGA-RT, LFEF-LIPS, SMA-LFEF
SPL จะเกี่ยวกับระบบ somatosensory การไดยิน และการเคลื่อนไหว [VG15, pp. 558] T (tempo-
ral lobe) จะเกี่ยวของกับการประมวลขอมูลทางสัมผัส เพื่อที่จะเก็บรับรูตอไปในความทรงจำเชิงภาพ การ
ตีความของภาษา หรือความเกี่ยวของกับอารมณ [Car14, pp.83-85, 155,255] ฟงกชันของสมองสวน
SMA นั้นเกี่ยวของกับการควบคุมหรือการวางแผนการเคลื่อนไหวที่มาจากความทรงจำ [Car14, pp.117,
180] IPS เกี่ยวของกับ perceptual-motor coordination หรือ visuo motor tasks เชน การขยับตา หรือ
การเอื้อมหยิบของ [GF05] และยังเกี่ยวของกับการตีความเชิงเลข (numerical values) [Car14, pp.169]
FEF จะเกี่ยวกับการรับรูตำแหนงหรือการเคลื่อนไหวของวัตถุผานทางภาพ [Car14, pp. 183] หรือการ
เคลื่อนไหวของตาทั้งสองขางอยางรวดเร็วในทิศเดียวกัน (saccadic eye movement) เมื่อมีการรับรูเชิง
ภาพ [VG15, pp.531] IPL เปนสมองสวนที่เกี่ยวของกับการรับรูอารมณผานทางการแสดงออกทางสีหนา
การตีความของการรับรูจากสิ่งทเห็น (mirror neuron) [Car14, pp. 122] CALC เปนสวนที่เกี่ยวเนื่องกับ
สวนที่เรียกวา primary visual cortex [VG15, pp.66] (การประมวลผลจากภาพ)

ความสัมพันธที่แบบจำลองทั้ง 3 แบบจำลองพบดวยวิธีที่เรานำเสนอ และสามารถอธิบายไดจากการทำงาน
ของสวนสมองดังขางตน จึงเปนคู LFEF-LIPS ที่มีระดับความสัมพันธ GC causality คอนขางสูง และ
เกี่ยวของกับการรับรูเชิงภาพ นอกจากนี้จะเห็นโดยภาพรวมวา แบบจำลองที่ถูกเลือกมีความใกลเคียงกันเปน
อยางมากในสภาพเชื่องโยง แตโครงสรางที่ไมเหมือนกันใน 3 แบบจำลองจะมีเพียง

1. RIPL-LSGA: ไมปรากฏในแบบจำลองที่ 3

2. LPPREC-CALC: ไมปรากฏในแบบจำลองที่ 1
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3. LIPL-LSGA: ปรากฏในแบบจำลองที่ 2 เทานั้น

เราสังเกตวาสมองสวน CALC นั้นเกี่ยวกับการประมวลผลจากภาพ ซึ่งไมไดปรากฏในแบบจำลองที่ 1 (บุคคล
อยูนิ่ง) จึงมีความสมเหตุสมผลที่เจอ activation ของสมองสวนนี้ในแบบจำลอง 2 และ 3 อยางไรก็ตาม
เนื่องจากความสัมพันธการทำงานของสมองที่แทจริงนั้นยังเปนสิ่งที่ neuroscientists ยังตองหาคำตอบอยู
การจะสรุปวาสวนของสมองคูหนึ่งๆ จะสัมพันธหรือทำงานตางกันอยางไรจำตองมีการทดลองบนสมองคนจริง
อยางถองแท การ validate ผลลัพธสภาพเชื่อมโยงทุกคูดังขางตนในงานวิจัยนี้จึงอยูนอกเหนือขอบเขตที่วาง
ไว ผูวิจัยจึงขอสรุปผลลัพธขางตนวาเปนเพียง guidelines ในงานวิจัยอื่น ที่จะศึกษาความสัมพันธของสวน
สมองคูใดคูหนึ่งอยางเจาะจงตอไป
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(b) matched sentences and pictures
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(c) unmatched sentences and pictures

รูปที่ 11: รูปแบบการเชื่อมโยงการทำงานของสมองดวย GC causality ของขอมูลสมอง 3 ชนิด
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7 สรุปผล
ในโครงการวิจัยนี้ ผูวิจัยไดศึกษาถึงการหาแบบจำลองเพื่อมาอธิบายพลวัตของขอมูลกรมเวลาที่มีคุณลักษณะ
ดังนี้

1. ขอมูลอนุกรมเวลามีหลายกลุม (แตละกลุมเปนขอมูลตัวแปรชนิดเดียวกัน) โดยในแตละกลุมตางกันไป
ตามตัวแปรภายนอกหรือเงื่อนไขจากสภาวะภายนอก

2. แบบจำลองของอนุกรมเวลาจะสามารถอธิบายถึงโครงสรางความสัมพันธแบบ Granger causality ของ
ตัวแปรในขอมูลได

3. แบบจำลองของอนุกรมเวลาในแตละกลุม อาจจะมีโครงสรางความสัมพันธบางสวนที่เหมือนกัน และ
บางสวนที่ตางกัน

รูปแบบการประมาณแบบจำลองที่นำเสนอเปนปญหาการหาคาต่ำสุดแบบกำลังสองนอยสุดที่มีเทอม regu-
larization ดวย ℓ1 นอรม และอยูในรูปแบบปญหา fused lasso ปญหาดังกลาวทำใหประมาณแบบจำลอง
K แบบจำลองไดพรอมกัน โดยการเรียนรูโครงสรางสัมพันธ Granger causality จะทำไดจากการเลือก
คาพารามิเตอรลงโทษ (λ1, λ2) ที่เหมาะสมดวยวิธี cross validation รูปแบบที่นำเสนอยังเปนปญหาใน
กรณีทั่วไปที่รวมถึงกรณีเฉพาะสองกรณีอันไดแก การประมาณแบบจำลอง K แบบจำลองอยางอิสระตอ
กัน และการประมาณ K แบบจำลอง ที่ทุกแบบจำลองตองมีโครงสราง GC causality เหมือนกันทั้งหมด ผู
วิจัยไดเสนอการประยุกตขั้นตอนวิธี ADMM เพื่อมาแกปญหาเชิงเลขและแสดงใหเห็นวาสามารถแกปญหา
ที่มีจำนวนตัวแปรมากได ผลการทดลองพบวา รูปแบบปญหาการประมาณแบบจำลอง K แบบจำลองพรอม
กันจะทำไดดี เมื่อระบบจริง K ระบบมีความคลายกัน ในขณะเดียว หากระบบจริง K ระบบมีโครงสราง
เหมือนกันหมด การประมาณ K แบบจำลองพรอมกันดวยรูปแบบปญหาที่บังคับโครงสรางใหเหมือนกันทุก
แบบจำลอง ก็จะใหผลลัพธดีที่สุดเชนกัน งานวิจัยนี้ไดแสดงตัวอยางการนำไปประยุกตกับการหาแบบจำลอง
ของขอมูลสมอง fMRI ที่เก็บขอมูลมาจาก 3 สภาวะ และผลที่พบคือ แบบจำลองของสามสภาวะนั้นมีความ
คลายกันในระดับที่สูง

8 ปญหาในการทำวิจัย และการแกไขปญหา
1. การทำวิจัยชวงแรกจำเปนตองศึกษาถึงองคความรูที่เกี่ยวของ ดังนั้นการมีตำราตางประเทศใหมๆ มา

ศึกษาก็เปนเรื่องที่จำเปนในชวงแรก แตทุนวิจัยในงวดแรกใหมาเฉพาะหมวดครุภัณฑ จึงทำใหยังไม
ไดซื้อตำรา และแกไขปญหาโดยการอานแตบทความวิจัยใหมๆ ไปกอน

2. การทำวิจัยชวงทาย ที่จำเปนตองทำการทดลองบนขอมูลสมองจริงนั้น ผูวิจัยตองอาศัยความรวมมือ
กับอาจารยในประเทศมาเลเซีย และการเก็บขอมูลดังกลาว ปกติใชงบประมาณคอนขางสูงเพื่อจายให
กับคนไข และเปนคาใชจายในการรันเครื่อง fMRI ดังนั้น ปจจัยนี้อาจจะสงผลตอระยะเวลาดำเนิน
การวิจัย ที่อาจจะชาลง ถาหากขอมูลตองรอจากอาจารยที่ทำรวมกัน การแกไขปญหาจึงเปนการติดตอ
อาจารยคนดังกลาวเปนระยะๆ รวมถึง เขียนขอเสนอโครงการรวมกันและขอทุนที่อื่นเพิ่มเติม เพื่อนำ
มาเปนคาใชจายในการทำวิจัยเรื่องนี้
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